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Abstract

在目标检测任务中，全卷积神经网络 (FCN) 展现
出了优势。然而，现有的基于 FCN 的方法仍然存在目
标边缘粗糙的问题。为了解决这一问题，本文着重研究
了显著边缘信息与显著目标信息之间的互补性。在此
基础上，提出了一种基于边缘引导网络 (EGNet) 的显
著性目标检测方法，该方法采用三步法实现了两种互
补信息在单个网络中的同步建模。在第一步中，我们
采用渐进融合的方法提取显著的目标特征。在第二步
中，我们将局部边缘信息与全局位置信息相结合，得
到显著的边缘特征。最后，为了充分利用这些互补特
征，我们将相同的显著边缘特征与显著目标特征在不
同分辨率下相结合。利用显著边缘特征中丰富的边缘
信息和位置信息，融合特征可以更准确地定位显著目
标，特别是其边缘。实验结果表明，该方法在不进行任
何预处理和后处理的情况下，相比于最先进的方法在 6
个广泛使用的数据集上取得了更好的效果。代码已开
源http://mmcheng.net/egnet/。

1. 引言
显著目标检测 (SOD) 旨在图像中找到最具视觉特

色的目标。近年来，它受到了广泛的关注，并被广泛应
用于许多与视觉和图像处理相关的领域，如内容感知图
像编辑 [6]、目标识别 [42]、图像合成 [4]、非真实感绘制
技术 [41]、弱监督语义分割 [19]和图像检索 [15]。此外，
还有很多关于视频显著目标检测 [12, 54] 和 RGB-D 显
著目标检测 [11, 66] 的研究。
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图 1. Visual examples of our method. After we model and
fuse the salient edge information, the salient object bound-
aries become clearer. 本文方法的检测示例。在对显著边缘
信息进行建模和融合后，显著目标的边缘变得更加清晰。

受视觉注意力感知研究的启发 [7,21,39], 早期的研
究主要基于颜色对比，其在显著性检测中起着最重要
的作用。这些方法主要受益于全局或局部对比线索及
其学习到的融合权值。不幸的是，虽然这些人工选取特
征有时可以定位最突出的物体，但当前景和背景之间
的对比度不充分时，分割方法是不可取和不可靠的，因
而产生了不规则形状的显著图。

近年来，卷积神经网络 (CNN) [25] 成功地突破
了传统人工选取特征的局限，特别是在全卷积神经网
络 (FCN) [34] 出现之后。这些基于 CNN 的方法已
经极大地刷新了排行榜上几乎所有广泛使用的基准，
并因其效率和高性能表现，而逐渐取代传统的显著目
标检测方法。在基于 CNN 架构的 SOD 方法中，大
多数以图像块 [64, 65] 为输入，利用多尺度或多上下
文信息来获得最终的显著性图。自完全卷积网络被提
出用于像素标记问题以来，已有几种端到端深度架构
[17,18,23,28,31,50,60,68] 的显著目标检测出现。输出
的显著图的基本单位为图像区域的每个像素。一方面，
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结果突出了细节，因为每个像素都有它的显著值。但另
一方面，它忽略了 SOD 中重要的结构信息。
随着网络感受野的增大，显著目标的定位越来越

精确。但同时也忽略了空间连贯性。最近，为了获得
精细的边缘细节，有些基于 SOD U-Net [40] 的方法
[32, 33, 59, 61] 采用了一种双向或递归的方式，利用
局部信息来提炼高层特征。然而，显著目标的边缘仍
然没有被明确建模。显著边缘信息与显著目标信息之
间的互补性尚未被发掘。此外，还有一些使用预处理
(Superpixel) [20] 或后处理 (CRF) [17,28,33] 来保留目
标边缘的方法。这些方法的主要缺点是推理速度慢。

本文主要研究显著边缘信息与显著目标信息之间
的互补性。我们的目标是利用显著的边缘特征来帮助
显著的目标特征更准确地定位目标，特别是它们的边
缘。综上所述，本文的主要贡献有三点:

• 我们提出了 EGNet 来明确地建模互补的显著目标
信息和网络中的显著边缘信息，以保留显著目标
边缘。同时，显著的边缘特征也有助于定位。

• 我们的模型联合优化了这两个互补的任务，使它
们相互促进，显著改善了预测的显著图。

• 在 6 个广泛使用的数据集上，我们将提出的方法
与 15 个最先进的方法进行了比较。无需任何特殊
的训练技巧，我们的方法在三个评估指标下实现
了最佳性能。

2. 相关工作
近年来，人们提出了一些方法来检测图像中的显著

目标。早期的方法是利用人工选取特征以自底向上的
模式预测显著性图，如对比度 [5]、边界背景 [57,69]、中
心先验 [24,44]，以及 [22,44,51]等。更多细节在 [1,2,9]
中有介绍。

近年来，卷积神经网络 (CNN)发挥出了巨大优势，
刷新了计算机视觉许多领域的记录。

Li 等人 [27] 将图像区域大小调整为三个不同的尺
度来提取多尺度特征，然后对这多个显著性图进行聚
合，得到最终的预测图。Wang 等人 [45] 设计了一种神
经网络来提取输入小块的局部估计，并将这些特征与
全局对比度和几何信息相结合来描述图像小块。然而，
检测结果受限于这些方法在图像块上的性能。在 [34]
中，long 等人首先提出了一个网络 (FCN) 来预测每个

像素的语义标签。受 FCN 的启发，人们提出了越来越
多的逐像素显著检测方法。Wang 等人 [47] 提出了一
种用于显著目标检测的递归 FCN 架构。Hou 等人在
HED [55] 的基础上提出了一个短连接 [17, 18] 来集成
底层特征和高层特征，从而解决尺度空间问题。在 [62]
中，Zhang 等人引入了一种重新定义的 dropout 和一
种有效的混合上采样来学习深度不确定卷积特征，以
促进模型鲁棒性和准确性。在 [61] 中，Zhang 等人将
多层特征直接聚合为多个分辨率，然后通过双向聚合
的方法将这些特征图进行组合。Zhang 等人 [59] 提出
了一种双向信息传递模型，该模型集成多级特征，用于
显著目标检测。Wang等人 [53]利用固定图帮助模型更
准确地定位显著目标。在 [35] 中，Luo 等人提出了一
种基于 U-Net 的体系结构，其包含 IoU 边缘损失，利
用边缘线索检测显著目标。在其他与显著性相关的任
务中，出现了一些使用边缘线索的方法。在 [26] 中，li
等人通过生成对象的轮廓来获得显著的实例分割结果。
而 [29] 则利用训练好的轮廓检测模型生成显著性掩模，
以克服人工标注带来的限制。

与大多数基于 U-Net的 SOD方法 [32,33,59,61]相
比，我们显式地对网络中的边缘信息进行建模，以利用
边缘线索。与使用边缘线索的方法 [14,58,70] [14,58,70]
相比，主要的区别在于我们使用单一的基本网络，并且
共同优化显著边缘检测和显著目标检测，使两者相互帮
助，由此带来更好的性能。与 NLD [35]相比，他们实现
了一个受 Mumford-Shah 函数启发的损失函数 [38] 来
惩罚边缘上的误差。由于显著边缘是通过固定的 sobel
算子从显著目标提取出来的，因此这种惩罚实质上只
影响特征图上显著边缘邻域的梯度。这种方法在一定
程度上优化了边缘细节，但没有充分利用显著边缘检
测与显著目标检测之间的互补性。在我们的方法中，我
们设计了两个模块来独立提取这两类特征。然后通过
一对一的引导模块对这些互补的特征进行融合。这样，
显著边缘信息不仅可以提高边缘的质量，而且可以使
定位更加准确。实验部分验证了我们的观点。

3. 显著边缘引导网络

总体框架如 Fig. 2所示。在本节中，我们首先描述
Sec. 3.1中的动机，然后在 Sec. 3.2介绍所采用的显著目
标特征提取模块以及所提出的 non-local 显著边缘特征
提取模块。最后 Sec. 3.3介绍一对一引导模块。



U
+

Conv2-2

Conv3-3

Conv4-3

Conv5-3

Conv6-3 Conv

Conv

PSFEM

Explicit 
edge 

modelling

FF

FF

FF

FF

: Conv layer

U : Upsample

+ : Pixel-wise addConv1-2

Top-down location 
propagation

Conv

Conv

Conv

NLSEM

O2OGM
: Saliency Spv.
: Edge Spv.

Conv

Conv

Conv

Conv

Conv

FF

图 2. T 本文方法整体框架。我们用棕色粗线表示尺度之间的信息流。PSFEM：渐进显著目标特征提取模块。O2OGM : 一对
一引导模块。FF: 特征融合。Spv.: 监督。

3.1.动机

与基于区域的方法相比，像素级显著目标检测方
法显示出了它们的优势。然而，他们忽略了图像的空
间相关性，导致显著目标边缘不令人满意。大多数方
法 [17, 18, 31, 33, 59, 61] 希望通过融合多尺度信息来解
决这一问题。而另一些方法 [17,28,33] 则使用 CRF 等
后处理来细化显著目标边缘。在 NLDF [35] 中，他们
提出了 IOU 损失来影响边缘周围位置的梯度。它们都
没有注意到显著边缘检测与显著目标检测之间的互补
关系。良好的显著边缘检测结果有助于显著目标检测
任务的分割和定位，反之亦然。在此基础上，我们提出
了 EGNet 以端到端方式对单个网络中互补的显著边缘
信息和显著目标信息进行建模和融合。

3.2.互补信息建模

我们提出的网络独立于主干网络。这里我们使用
其他基于深度学习的方法 [17, 35] 所建议的 VGG 网络
来描述所提出的方法。首先，我们删去最后三个全连
接层。遵循 DSS [17, 18]，我们将另一条侧支路径连接
到 VGG 中的最后一个池化层。由此，从主干网络中，
我们得到六个侧输出特征 Conv1-2，Conv2-2, Conv3-3,
Conv4-3, Conv5-3, Conv6-3。因为 Conv1-2 离输入太
近，接受域太小，所以我们丢弃了该条侧支路径 S(1)。
于是还剩下 5条侧支路径 S(2), S(3), S(4), S(5), S(6)。为
简便起见，这五个特性可以用主干网络特性集合 C 表
示:

C = {C(2), C(3), C(4), C(5), C(6)}, (1)

其中 C(2) 表示 Conv2-2 features，其余类似。Conv2-2
保留了更好的边缘信息 [61]。因此，我们利用 S(2) 提
取边缘特征，利用其他边路径提取显著目标特征。

3.2.1 渐进显著目标特征提取

如 Fig. 2的 PSFEM所示，为了获得更丰富的上下
文特征，我们利用了广泛使用的架构 U-Net [40] 来生
成多分辨率特性。与原始的 U-Net不同，为了获得更鲁
棒的显著目标特征，我们增加了三个卷积层 (Fig. 2中
的 Conv)，并在每个卷积层后添加 ReLU 层以保证非
线性。为了简单说明，我们使用 T (Tab. 1)来表示这些
卷积层和 ReLU 层。此外，对每条侧支进行深度监督。
我们采用单个卷积层将特征图转换为单通道预测掩膜，
并用 D (Tab. 1) 表示。卷积层的详细信息见 Tab. 1。

3.2.2 Non-local 显著边缘特征提取

在这个模块中，我们的目标是建立显著边缘信息的
模型，并提取显著边缘特征。正如上面提到的，Conv2-2
保存了更好的边缘信息。因此我们从 Conv2-中提取局
部边缘信息。然而，要获得显著的边缘特征，仅靠局部
信息是不够的。还需要高级语义信息或位置信息。当
信息像 U-Net 体系结构那样从顶层逐渐返回到底层时，
高层位置信息就会逐渐被稀释。此外，顶层的感受野最
大，位置最准确。因此，我们设计了一个自顶向下的位
置传播，将高级位置信息传播到侧支路径 S(2)，以抑制



S T1 T2 T3 D

2 3 1 128 3 1 128 3 1 128 3 1 1
3 3 1 256 3 1 256 3 1 256 3 1 1
4 5 2 512 5 2 512 5 2 512 3 1 1
5 5 2 512 5 2 512 5 2 512 3 1 1
6 7 3 512 7 3 512 7 3 512 3 1 1

表 1.每个侧支输出的详细信息。T为特征增强模块 (Fig. 2中
的 Conv)，每个 T 包含三个卷积层:T1, T2, T3 及紧随其后的

ReLu层。我们给出了每个卷积层的卷积核大小、填充和通道
数。例如，3，1，128 表示一个卷积核大小为 3，填充为 1，
通道数为 128 卷积层。D 为转换多通道特征图为单通道激活
图的转换层。S 为侧支路径。

非显著边缘。融合特征 C̄(2) 可以表示为:

C̄(2) = C(2) +Up(ϕ(Trans(F̂ (6); θ));C(2)), (2)

其中 Trans(∗; θ) 是带有参数 θ 的卷积层，目的是改
变特征的通道数，而 ϕ() 表示一个 ReLU 激活函数。
Up(∗;C(2)) 为双线性插值运算，其目标为上采样 * 到
与 C(2) 相同的大小。在上式的右边，第二项是来自
较高边侧支路径的特征。为了解释清楚，我们使用
UpT(F̂(i); θ,C(j)) 来表示 Up(ϕ(Trans(F̂ (i); θ));C(j)).
F̂ (6) 表示侧支路径 S(6) 的增强的特征。增强特性 F̂ (6)

可以表示为 f(C(6);W
(6)
T )，且 S(3)�S(4)�S(5) 中的增强

特征可计算为: Up(ϕ(Trans(F̂ (i); θ));C(j)). F̂ (6) de-
notes the enhanced features in side path S(6).

F̂ (i) = f(C(i) +UpT(F̂ (i+1); θ, C(i));W
(i)
T ), (3)

其中 W
(i)
T 表示 T (i) 中的参数，f(∗;W (i)

T ) 表示用参数
W

(i)
T 进行一系列卷积和非线性运算。
在获得引导特征 C̄(2) 之后，其他侧支路径同理，

我们添加一系列卷积层来增强引导特征，则 S(2) 中的
最终显著边缘特征FE 可计算为 f(C̄(2);W

(2)
T )。配置细

节可以在 Tab. 1中找到。为了显式地对显著边缘特征
进行建模，我们增加了一个额外的显著边缘监督来监
督显著边缘特征。我们使用交叉熵损失，可定义为:

L(2)(FE ;W
(2)
D ) = −

∑
j∈Z+

logPr(yj = 1|FE ;W
(2)
D )

−
∑
j∈Z−

logPr(yj = 0|FE ;W
(2)
D ), (4)

其中 Z+ 和 Z− 分别表示显著边缘像素集和背景像素
集。WD 表示转换层的参数，如 Tab. 1所示。Pr(yj =
1|FE ;W

(2)
D ) 为预测图，其中每个值代表该像素的显著

边缘置信度。另外，在显著目标检测侧支路径上增加的
监督可表示为:

L(i)(F̂ (i);W
(i)
D ) = −

∑
j∈Y+

logPr(yj = 1| ˆF (i);W
(i)
D )

−
∑
j∈Y−

logPr(yj = 0|F̂ (i);W
(i)
D ), i ∈ [3, 6], (5)

其中 Y+ 和 Y− 分别表示显著区域像素集和非显著像素
集。因此互补信息模型中的总损失 L 可表示为:

L = L(2)(FE ;W
(2)
D ) +

6∑
i=3

L(i)(F̂ (i);W
(i)
D ). (6)

3.3.一对一引导模块
在获取互补的显著边缘特征和显著目标特征后，我

们即可利用显著边缘特征引导显著目标特征更好地进
行分割和定位。简单的方法是融合 FE 和 F̂ (3)。充分
利用多分辨率显著目标特征将会更好。但是，从下到上
逐次融合显著边缘特征和多分辨率显著目标特征的缺
点是，在融合显著目标特征的同时，显著边缘特征会被
稀释。此外，我们的目标是融合显著目标特征和显著的
边缘特征，利用互补的信息来获得更好的预测结果。因
此，我们提出了一对一的引导模块。此外，实验部分验
证了我们的观点。
具体来说，我们为 S(3), S(4), S(5), S(6) 添加了子

侧支路径。在每条子侧支路径中，通过将显著边缘特征
融合到增强的显著目标特征中，提高了高阶预测的定
位精度，更重要的是提高了分割细节。显著边缘引导特
征 (s 特征) 可表示为:

G(i) = UpT(F̂ (i); θ, FE) + FE , i ∈ [3, 6]. (7)

然后与 PSFEM 相似，我们在每条子侧支路径上采用
一系列卷积层 T 进一步增强 s 特征，并采用转换层 D

将多通道特征图转换为单通道预测图。为了更清楚地
说明这一点，在本模块中，我们将 T 和 D 分别表示
为 T ′ 和 D′。通过 Eq. (3)，我们得到增强的 s-features
Ĝ(i)。这里我们还为这些增强的 s 特征添加了深度监
督。对于每条子侧支输出预测图，损失可计算为:

L(i)′(Ĝ(i);W
(i)
D′ ) = −

∑
j∈Y+

logPr(yj = 1|Ĝ(i);W
(i)
D′ )

−
∑
j∈Y−

logPr(yj = 0|Ĝ(i);W
(i)
D′ ), i ∈ [3, 6]. (8)



然后对多尺度细化的预测图进行融合，得到融合图。融
合图的损失函数可表示为:

L′
f (Ĝ;WD′) = σ(Y,

6∑
i=3

βif(Ĝ
(i);W

(i)
D′ )), (9)

其中 σ(∗�∗) 表示预测图与显著真实图之间的交叉熵损
失，其形式与 Eq. (5) 相同。因此，这部分的损失和所
提出的网络的总损失可以表示为:

L′ = L′
f (Ĝ;WD′) +

i=6∑
i=3

L(i)′(Ĝ(i);W
(i)
D′ )

Lt = L+ L′.

(10)

4. 实验

4.1.实现细节
我们遵循 [33,49,59,63] 在 DUTS [46] 数据集上训

练我们的模型。为公平对比，我们分别使用 VGG [43]
与 ResNet [16] 作为主干网络。为公平地与其它方法
[17,28] 进行对比，我们都在 MSRA-B 数据集上训练模
型。我们的模型使用 PyTorch实现。所有新添加的卷积
层的权值都用截断的正态分布随机初始化 (σ = 0.01)，
偏差初始化为 0。超参数设置如下: 学习率 =5e-5，权
重衰减 =0.0005，动量 =0.9，每条侧支输出的损失权重
统一为 1。对每一幅图像进行反向传播处理。在训练期
间不使用验证数据集。我们训练模型 24 个 epoch，15
个 epoch 后将学习率除以 10。在推理过程中，我们可
以得到一个预测的显著边缘图和一组显著图。在我们
的方法中，我们直接使用融合的预测图作为最终的显
著图。

4.2.数据集与评估指标
我们在六个广泛使用的公共基准数据集上评估了

所提出的框架: ECSSD [56]，PASCAL-S [30]，DUT-
OMRON [57]，SOD [36,44]，HKU-IS [27]，DUTS [46].
ECSSD [56] 包含 1000 个有意义的语义图像和各种复
杂的场景。PASCAL-S [30] 包含从 PASCAL VOC 分
割数据集 [8] 的验证集中选择的 850 幅图像。DUT-
OMRON [57] 包含 5168 张高质量但具有挑战性的图
像。该数据集中的图像包含一个或多个具有相对复杂
背景的显著目标。SOD [36]包含 300幅用于图像分割的
图像。这是目前最具挑战性的数据集之一。HKU-IS [27]
包含 4447 幅带有高质量标注的图像，其中许多图像有

多个不相关的显著对象。该数据集分为 2500 张训练图
像、500 张验证图像和 2000 张测试图像。DUTS [46]
是最大的显著目标检测基准。它包含 10553 张用于训
练的图像和 5019 张用于测试的图像。大多数图像具有
不同的位置和比例。我们遵循最新的工作 [33, 49, 52]，
使用 DUTS 数据集来训练所提出的模型。

我们使用三个广泛使用的标准度量，F 度量，平均
绝对误差 (MAE) [2]，和最近提出的基于结构的度量，
即 S 度量 [10]，来评估我们的模型和其他最先进的模
型。F 度量是平均精度和平均召回率的调和平均值，表
达式为：

Fβ =
(1 + β2)Precision×Recall

β2 × Precision+Recall
, (11)

我们设置 β2 = 0.3 来更多地突出精度而不是召回率，
正如 [5] 中所建议的那样。精度表示在预测的显著图
中检测到的显著像素的比例。召回率是指在真实图中
检测到的显著像素的比例。精度和召回率是在二值图
像上计算的。因此，我们应该先对预测图使用阈值二
值化。不同的阈值会导致不同的精度和召回率。我们
可以绘制不同阈值下的精度-召回率曲线。这里我们使
用 [17, 18] 所提供的代码来评估。遵循最新的显著目标
检测方法 [17, 18, 32, 59]，我们报告了所有精度-召回率
对的最大 F 度量。

MAE 是评估预测图与真实图之间平均差异的一种
度量。设 P 和 Y 表示显著图和归一化为 [0,1] 的真是
图。我们通过下式计算 MAE 分数：

ε =
1

W ×H

W∑
x=1

H∑
y=1

|P (x, y)− Y (x, y)|, (12)

其中 W 和 H 分别为图像的宽度和高度。
S 度量侧重于评价显著图的结构信息，它比 F 度

量更接近于人类视觉系统。因此，我们加入了 S 度量
来进行更全面的评价。S 度量由下式计算:

S = γSo + (1− γ)Sr, (13)

其中 So 和 Sr 表示区域感知和目标感知的结构相似性，
γ 默认设置为 0.5。更多细节可以在 [10] 中找到。

4.3.消融实验与分析
在本节中，以 DUTS-TR [46]作为训练集，我们探

讨了在相对困难的数据集 SOD [36] 和最近提出的大型
数据集 DUTS-TE [46] 上所提出的网络中不同组件的
影响。



ECSSD [56] PASCAL-S [30] DUT-O [57] HKU-IS [27] SOD [36,37] DUTS-TE [46]

MaxF ↑ MAE ↓ S ↑ MaxF ↑ MAE ↓ S ↑ MaxF ↑ MAE ↓ S ↑ MaxF ↑ MAE ↓ S ↑ MaxF ↑ MAE ↓ S ↑ MaxF ↑ MAE ↓ S ↑

VGG-based

DCL∗ [28] 0.896 0.080 0.863 0.805 0.115 0.791 0.733 0.094 0.743 0.893 0.063 0.859 0.831 0.131 0.748 0.786 0.081 0.785

DSS∗ [17,18] 0.906 0.064 0.882 0.821 0.101 0.796 0.760 0.074 0.765 0.900 0.050 0.878 0.834 0.125 0.744 0.813 0.065 0.812

MSR [26] 0.903 0.059 0.875 0.839 0.083 0.802 0.790 0.073 0.767 0.907 0.043 0.852 0.841 0.111 0.757 0.824 0.062 0.809

NLDF [35] 0.903 0.065 0.875 0.822 0.098 0.803 0.753 0.079 0.750 0.902 0.048 0.878 0.837 0.123 0.756 0.816 0.065 0.805

RAS [3] 0.915 0.060 0.886 0.830 0.102 0.798 0.784 0.063 0.792 0.910 0.047 0.884 0.844 0.130 0.760 0.800 0.060 0.827

ELD∗ [13] 0.865 0.082 0.839 0.772 0.122 0.757 0.738 0.093 0.743 0.843 0.072 0.823 0.762 0.154 0.705 0.747 0.092 0.749

DHS [32] 0.905 0.062 0.884 0.825 0.092 0.807 - - - 0.892 0.052 0.869 0.823 0.128 0.750 0.815 0.065 0.809

RFCN∗ [48] 0.898 0.097 0852 0.827 0.118 0.799 0.747 0.094 0.752 0.895 0.079 0.860 0.805 0.161 0.730 0.786 0.090 0.784

UCF [62] 0.908 0.080 0.884 0.820 0.127 0.806 0.735 0.131 0.748 0.888 0.073 0.874 0.798 0.164 0.762 0.771 0.116 0.777

Amulet [61] 0.911 0.062 0.894 0.826 0.092 0.820 0.737 0.083 0.771 0.889 0.052 0.886 0.799 0.146 0.753 0.773 0.075 0.796

C2S [29] 0.909 0.057 0.891 0.845 0.081 0.839 0.759 0.072 0.783 0.897 0.047 0.886 0.821 0.122 0.763 0.811 0.062 0.822

PAGR [63] 0.924 0.064 0.889 0.847 0.089 0.818 0.771 0.071 0.751 0.919 0.047 0.889 0.841 0.146 0.716 0.854 0.055 0.825

Ours 0.941 0.044 0.913 0.863 0.076 0.848 0.826 0.056 0.813 0.929 0.034 0.910 0.869 0.110 0.788 0.880 0.043 0.866

ResNet-based

SRM∗ [49] 0.916 0.056 0.895 0.838 0.084 0.832 0.769 0.069 0.777 0.906 0.046 0.887 0.840 0.126 0.742 0.826 0.058 0.824

DGRL [52] 0.921 0.043 0.906 0.844 0.075 0.839 0.774 0.062 0.791 0.910 0.036 0.896 0.843 0.103 0.774 0.828 0.049 0.836

PiCANet∗ [33] 0.932 0.048 0.914 0.864 0.077 0.850 0.820 0.064 0.808 0.920 0.044 0.905 0.861 0.103 0.790 0.863 0.050 0.850

Ours 0.943 0.041 0.918 0.869 0.074 0.852 0.842 0.052 0.818 0.937 0.031 0.918 0.890 0.097 0.807 0.893 0.039 0.875

表 2. 对 6 个广泛使用的数据集进行的定量比较，包括最大 F 度量、MAE 和 S 度量。’-’ 表示在该数据集上训练相应的方法。
↑ & ↓ 分别表示越大越好和越小越好。∗ 表示使用预处理或后处理的方法。最好的三个结果分别标记在红色、蓝色和绿色中。我

们的方法在三个评估指标下，在这六个广泛使用的数据集上达到最先进的水平。
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图 3. 在三个流行的显著目标数据集上的精度 (纵轴) 召回率 (横轴) 曲线。可以看出，所提出的方法在目前最先进的技术之上。

4.3.1 互补信息建模

在本小节中，我们探讨了显著边缘信息的作用，
这也是我们的基本思想。基线是 U-Net 架构，它以
PSFEM(Fig. 2) 的方式集成了多尺度特征 (从 Conv2-2
到 Conv6-3)。我们去除基线中的侧支路径 S(2)，然后
将最终显著性特征 F̂ (3) (Conv3-3 的侧支路径) 与局部
Conv2-2 特征融合，得到显著边缘特征。最后，我们整

合显著边缘特征和显著目标特征 F̂ (3)，得到预测掩模。
我们将这种使用边缘的技术记为 edge_PROG。结果显
示在 Tab. 3的第二行。结果表明，显著边缘信息在显著
目标检测任务中是非常有用的。



Model
SOD DUTS

MaxF ↑ MAE ↓ S ↑ MaxF ↑ MAE ↓ S ↑

1. B .851 .116 .780 .855 .060 .844

2. B + edge_PROG .873 .105 .799 .872 .051 .851

3. B + edge_TDLP .882 .100 .807 .879 .044 .866

4. B + edge_NLDF .857 .112 .794 .866 .053 .860

5. B + edge_TDLP + MRF_PROG .882 .106 .796 .880 .046 .869

6. B + edge_TDLP + MRF_OTO .890 .097 .807 .893 .039 .875

表 3. Ablation analyses on SOD [36] and DUTS-TE
[46]. Here, B denotes the baseline model. edge_PROG,
edge_TDLF, edge_NLDF, MRF_PROG, MRF_OTO are
introduced in the Sec. 4.3.

Source B B+edge_NLDF B+edge_TDLP GT

图 4. 添加边缘线索之前和之后的视觉例子。B 表示基线模
型。edge_NLDF和 edge_TDLP表示 NLDF中使用的边缘
惩罚以及本文提出的边缘建模方法。详细内容在 Sec. 4.3中
介绍。

4.3.2 自顶向下的位置传播

在本小节中，我们将探讨自顶向下的位置传播的
作用。与前面 Sec. 4.3.1中提到的 edge_PROG 相比，
我们利用自顶向下的位置传播从顶层提取更精确的位
置信息，而不是从侧支路径 S(3)。我们称这种使边缘的
策略为 edge_TDLP。通过比较 Tab. 3的第二行和第三
行，可以证明自顶向下的位置传播的有效性。此外，对
比 Tab. 3的第一行和第三行，我们可以发现，通过对这
两种互补信息在网络内的显式建模，在数据集上的性
能有了很大的提高 (F 度量提升 3.1%，2.4%)，而没有
额外的时间和空间成本。

4.3.3 使用边缘线索的机制

为了证明它优于 NLDF [35]，在 NLDF中，IoU损
失被添加到网络的末端以惩罚边缘的错误。我们将相
同的 IOU 损失添加到基线。该技术称为 edge_NLDF。
性能显示在 Tab. 3的第 4 行。与基线模型相比，改进
是有限的。这也证明了所提出的利用边缘信息的方法

Model
SOD DUTS

Recall ↑ Precision ↑ MaxF ↑ Recall ↑ Precision ↑ MaxF ↑

NLDF 0.513 0.541 0.527 0.318 0.659 0.429

Ours 0.637 0.534 0.581 0.446 0.680 0.539

表 4. NLDF 和我们方法生成的显著边缘对比。

更加有效。可视化结果显示在 Fig. 4中。与没有边缘约
束的基线模型相比，在加入 NLDF [35] 中使用的边缘
惩罚后，边缘信息只能帮助细化边缘。特别是，这种惩
罚既不能去除显著性预测掩模中多余的部分，也不能
弥补缺失的部分。互补信息建模方法考虑了显著边缘
信息与显著目标信息之间的互补性，在分割和定位上
都有更好的表现。

此外，为了进一步证明显著边缘检测和显著目标
检测是相互帮助和互补的。我们将 NLDF 生成的显著
边缘与我们生成的显著边缘进行了对比。预训练模型
和代码均由其作者提供。如 Tab. 4所示，我们的方法生
成的显著边缘要好得多，特别是在召回率和 F 度量指
标下。结果表明，我们方法的边缘精度更高。

4.3.4 互补特征融合

在获得显著边缘特征和多分辨率显著目标特征之
后。我们的目标是融合这些互补的特征。本文对三种融
合方法进行了比较。第一种方法是默认方法，它集成了
U-Net 框架顶部的显著边缘特征 (FE) 和显著目标特征
F̂ (3)。第二种方法是逐步融合多分辨率特征 F̂ (3)，F̂ (4)，
F̂ (5)，F̂ (6)，称为 MRF_PROG。第三种方法是提出的
一对一引导，记为 MRF_OTO。这里 MRF 表示多分
辨率融合。结果分别显示在 Tab. 3的第三、第五、第六
行。可以看出，我们提出的一对一引导方法是最适合我
们整个框架的。

4.4.与最先进方法的比较
在本节中，我们将我们提出的 EGNet与之前的 15

种最先进的方法进行比较，包括 DCL [28], DSS [17,18],
NLDF [35], MSR [26], ELD [13], DHS [32], RFCN [48],
UCF [62], Amulet [61], PAGR [63], PiCANet [33],
SRM [49], DGRL [52], RAS [3] and C2S [29]. 注意，
上述方法的所有显著图都是通过运行源代码或其作者
预先计算生成的。评估代码在 [10, 17,18] 中提供。

F度量，MAE，以及 S度量。我们从 F度量、MAE
和 S 度量三个方面对我们提出的方法与其他显著目标



Image GT Ours PiCANet [33] PAGR [63] DGRL [52] SRM [49] UCF [62] Amulet [61] DSS [17,18] DHS [32]

图 5. 与最先进方法的定量比较。

检测方法进行评估和比较，如 Tab. 2所示。我们可以看
到，不同的方法可能使用不同的主干网络。为了比较公
平，我们分别在 VGG [43] 和 ResNet [16] 上训练我们
的模型。可以看到，在所有比较的数据集的所有评估指
标下，我们的模型优于最先进的方法，特别是在相对具
有挑战性的数据集 SOD [36,44] 上 (2.9% 与 1.7% 的 F
度量与 S 度量提升)，以及在最大型数据集 DUTS [46]
上 (3.0% 与 2.5%)。具体来说，与当前的最佳方法相
比，6 个数据集上的平均 F 度量改进了 1.9 注意，这是
在没有任何预处理和后处理的情况下实现的。

精度-召回曲线。除了在 Tab. 2中显示的数值比较
外，我们还绘制了三个数据集上所有比较方法的精度
召回曲线 Fig. 3。可以看出，实红线表示所提方法在大
多数阈值上优于其他方法。由于互补的显著边缘信息
的帮助，结果产生了清晰的边缘信息和精确的定位，从
而得到了更好的 PR 曲线。
视觉比较。在 Fig. 5中，我们展示了一些可视化结

果。可以看出，我们方法在显著目标分割和定位方面有
更好的效果。值得一提的是，得益于显著边缘特征，我
们的结果不仅可以突出显著区域，而且还可以产生连
贯的边缘。例如，对于第一个例子，由于复杂场景的影
响，其他方法无法准确定位和分割显著目标。然而，得

益于互补的显著边缘特征，我们的方法表现得更好。对
于第二个例子，其中显著目标相对较小，我们的结果仍
然非常接近真实标注。

5. 总结
在本文中，我们的目标是保留显著目标边缘。不同

于其他综合多尺度特征或利用后处理的方法，我们关
注显著边缘信息与显著目标信息之间的互补性。基于
这一思想，我们提出了 EGNet 来建模网络内部的这些
互补特征。首先，基于 U-Net 提取多分辨率显著目标
特征; 然后，我们提出了一个 non-local 显著边缘特征
提取模块，该模块将局部边缘信息与全局位置信息相
结合，得到显著边缘特征。最后，我们采用一对一的引
导模块来融合这些互补特征。在显著边缘特征的帮助
下，显著目标的边缘和定位得到了改善。我们的模型在
没有任何预处理或后处理的情况下，在 6 个广泛使用
的数据集上超过了目前最先进的方法。我们还提供了
EGNet 的有效性分析。

致谢 本研究受到 NSFC (61572264)，国家”万人计
划”青年拔尖人才支持计划，天津市自然科学基金
(17JCJQJC43700, 18ZXZNGX00110) 的支持。
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